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Zusammenfassung

Im vorliegenden Paper geht es um die Anwen-
dung von Maschinellem Lernen im Bereich von
High Performance Computing (HPC). Es werden
grundlegende Methoden im maschinellen Lernen,
wie ’Support Vector Machine’ und Neuronale Net-
ze vorgestellt. Diese werden anschliefend auf ver-
schiedene Bereiche zur Optimierung von HPC an-
gewandt. Dazu gehoren friihzeitige Fehlererken-
nung von Hardware, sowie Optimierungen zur Aus-
nutzung der vorhandenen Ressourcen, was sowohl
Energie als auch Hardware betrifft. Es werden
die Vorgehensweise sowie die Resultate in diesen
Anwendungen vorgestellt und bewertet. Insgesamt
wird gezeigt, dass mit maschinellem Lernen Opti-
mierungen durchgefiithrt werden koénnen, die sonst
ungenutzt geblieben wéren.

1 Einfiihrung

Maschinelles Lernen fokussiert sich auf die
Algorithmen-Konstruktion um Vorhersagen an-
hand von Daten zu machen. Dabei wird versucht
eine Funktion f : X — Y zu finden bzw. zu er-
lernen, welche die Input-Domiine X (Daten) einer
Output-Doméne Y (mogliche Vorhersagen) zuord-
net. Die Elemente X und Y sind anwendungsspezi-
fische Représentationen von Daten-Objekten bzw.
Vorhersagen. [11]

Um eine Input- mit einer Outputdoméne mit Hilfe
einer Funktion zu verkniipfen gibt es verschiede-
ne Methoden. Die bekanntesten Methoden werden
spéater noch vorgestellt. Dabei ist es jedoch immer
wichtig, ein gutes Modell des Anwendungszwecks zu
bestimmen. Anhand von diesem Modell kann dann
eine tieferliegende Verkniipfung zwischen Input-
und Outputdoméne hergestellt werden. Diese Ver-
bindung ist oft nicht einfach iiber die menschli-
che Intuition zu finden. Auch Formel-basierte In-
genieursarbeit ist dazu oft nicht in der Lage, da
die Anwendungsumgebung oft hoch-komplex und
nicht-linear miteinander agiert [7].

Maschinelles Lernen ist daher interessant um Mu-
ster zu erkennen und Vorhersagen zu treffen, die
z.B. im Bereich des High Performance Compu-
ting (HPC) verwendet werden kénnen um Prozesse
zu optimieren. Im Bereich von HPC agieren vie-
le Rechner miteinander. Das fithrt dazu, dass diese
Struktur organisiert werden muss um die Rechen-
kapazitéit eines Rechenzentrums auch effizient aus-
nutzen zu kénnen. Dazu gehort unter Anderem das
Scheduling, um Tasks auf dem am besten geeigne-
ten Rechner auszufiihren, sowie die Kommunikation
zwischen Rechnern. Auch die Energienutzung eines
ganzen Rechenzentrums muss organisiert werden.
In dieser Hinsicht muss z.B. bestimmt werden, ob
und welche Rechner hoch- bzw. runtergetaktet wer-
den konnen. Auch die Kiihlung ist ein sehr grofler
Posten in der Energiebilanz eines Rechenzentrums
und kann mit Hilfe von Vorhersagen optimiert bzw.



reduziert werden. Des Weiteren muss auch sicherge-
stellt sein, dass die benottigte Hardware dauerhaft
verfiigbar ist. In dieser Hinsicht bietet sich eine Vor-
hersage der Ausfallwahrscheinlichkeit von bestimm-
ten Gerédten an, um moglichst schon vor einem De-
fekt reagieren zu koénnen.

All diese Prozesse konnen mit Hilfe von Maschi-
nellem Lernen optimiert werden, um die Effizi-
enz eines Rechenzentrums zu verbessern. Dies hilft
letztendlich Hardware, Energie und nicht zuletzt
Geld zu sparen, sowie die Umwelt durch weniger
Ressourcen-Nutzung zu schonen.

Das vorliegende Dokument zielt im zweiten Kapi-
tel darauf ab, Methoden des Maschinellen Lernens
vorzustellen. Im dritten Kapitel wird auf die An-
wendungsmoglichkeiten zur Optimierung von HPC
mit Hilfe dieser Methoden néher eingegangen. Im
vierten Kapitel folgt dann eine Zusammenfassung,
sowie ein Ausblick.

2 Methoden in Maschinellem
Lernen

Maschinelles Lernen kann mit Hilfe von verschiede-
nen Methoden angewandt werden. Dieses Kapitel
soll einige davon vorstellen.

2.1 Uberwachtes und uniiberwach-
tes Lernen

In den meisten Fallen geht es beim maschinellen
Lernen um die Klassifizierung von Datensétzen.
Das System lernt aus vorhandenen Datensétzen
und versucht anhand der Daten Muster und Ge-
setzméfBigkeiten zu erkennen, die auf zukiinftige Da-
tensétze angewandt werden konnen um diese zu
klassifizieren. Alle Methoden des maschinellen Ler-
nen konnen grob in zwei Kategorien aufgeteilt wer-
den.

e ’'Supervised Learning’ (iiberwachtes Lernen)

e 'Unsupervised Learning’ (uniiberwachtes Ler-
nen)

Bei beiden Kategorien erhélt das System viele un-
terschiedliche vorhandene Datensitze mit jeweils
vielen verschiedenen Merkmalen, anhand derer es
Muster erkennen soll. Das Ziel ist dann, dass jeder
Datensatz klassifiziert werden kann.

Der Unterschied besteht darin, dass beim Supervi-
sed Learning die Trainings-Datensétze schon klas-
sifiziert sind. Das System kann dann lernen, wel-
che Merkmaleigenschaften zu welcher Klassifizie-
rung fithren.

Beim Unsupervised Learning ist diese Klassifizie-
rung der Trainings-Daten nicht vorhanden. Das Sy-
stem muss selbst erkennen, welche charakteristi-
schen Merkmale zusammengehoren und welche sich
abgrenzen. Abbildung 1 zeigt grafisch den Unter-

Supervised learning Unsupervised learning

clusters

X
X
XX

X2
O
o - o N
|
X1

X4

Abbildung 1: Grafische Erkldrung von Supervi-
sed/Unsupervised Learning [1]

schied zwischen Supervised und Unsupervised Lear-
ning. Links sieht man, dass die Datensétze bereits
klassifiziert sind und dass das System anhand dieser
Daten versucht eine mogliche Trennlinie zu finden
mit Hilfe derer dann in Zukunft Datensétze klassi-
fiziert werden koénnen.

Rechts sieht man, dass alle Datensétze als Kreise
dargestellt sind, die noch nicht klassifiziert wurden.
Die farblich markierte Klassifizierung wird dann
wihrend des Unsupervised Learning ermittelt. Hier
muss das System selbst herausfinden, welche Da-
tenséitze zu welcher Klassifizierung gehoren.

2.2 Support Vector Machine

Support Vector Machines (SVM) gehoren zu den
am Meisten genutzten Algorithmen zur Klassifi-
zierung und Regression [11]. Eine SVM dient der



bindren Klassifizierung. Die grundlegende Idee ist,
eine Linie zu finden, die die Datensétze perfekt in
ihre Klassen trennt. Dies soll auch moglich sein,
wenn die Datensétze nicht linear trennbar sind. Um
dies zu erreichen, muss eine Hyperebene gefunden
werden, welche die Datensétze in eine hohere Di-
mension iiberfiihrt, in der die Daten trennbar sind
[3]. Diese Hyperebene ist mit Hilfe von Stiitzvekto-
ren definiert. Um eine Balance zwischen korrekter
und falscher Erkennung zu schaffen, kann der Algo-
rithmus belohnt oder bestraft werden, je nachdem
ob eine Klassifizierung korrekt oder falsch war.

2.3 Neuronale Netze

Neuronale Netze werden z.B. in den Bereichen Mu-
stererkennung, Klassifizierung, Prognose und Rege-
lung eingesetzt. Das Funktionsprinzip ist jedoch im-
mer das gleiche [2]. Ein neuronales Netz ist ein Sy-
stem, das einen Datensatz als Eingabevektor erhélt.
Dieser Eingabevektor besteht aus den zu betrach-
tenden Merkmalen des Datensatzes. Anhand dieses
Eingabevektors ermittelt das neuronale Netzwerk
dann einen Ausgabevektor, der die gesuchte Infor-
mation enthéilt. Ein- und Ausgabevektor miissen
dabei nicht die selben Merkmale enthalten.

Das neuronale Netzwerk selbst besteht dabei aus
beliebig vielen Neuronen (Units), welche den Ein-
gabevektor verarbeiten und schliellich auch den
Ausgabevektor erzeugen. Abbildung 2 zeigt die un-
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Abbildung 2: Neuronales Netz [13]

terschiedlichen Arten von Neuronen. Neuronen die
iibereinander angeordnet sind, werden als Layer
(Schicht) zusammengefasst. Zwischen Input-Layer
und Output-Layer koénnen mehrere sogenannte

Hidden-Layer enthalten sein. Im Beispiel aus Abbil-
dung 2 ist ein Hidden-Layer enthalten. Die Merk-
male des Input-Vektors flieBen von links nach
rechts.

Neuronen sind iiber Kanten miteinander verbun-
den. Jede Kante hat ein Gewicht welches ausdriickt
wie stark der Einfluss des sendenden Neurons auf
das empfangende Neuron ist.

e Gewicht > 0 : erregender Einfluss
o Gewicht = 0 : kein Einfluss
o Gewicht < 0 : hemmender Einfluss

Das Gewicht driickt das Wissen des neuronalen
Netzes aus. Lernen ist demzufolge eine Anpassung
des Kantengewichts.

Der Input, den ein Neuron von einem anderen Neu-
ron erhélt, hingt von dem Output des sendenen
Neurons ab. Dieser Output wird mit dem Gewicht
der verbindenden Kante multipliziert. Der gesamte
Input eines Neurons wird Netzinput genannt und
besteht aus den aufsummierten Inputs von allen
Neuronen, die an dieses Neuron senden. [13]

Ein Neuron verarbeitet diesen Netzinput dann mit
einer internen Ubertragungsfunktion, die einem
Netzinput ein Aktivitdtslevel zuordnet. Diese Funk-
tion kann z.B. linear, bindr oder sigmoid sein. Das
Aktivitétslevel wird in den meisten Fillen direkt
als Output dieses Neurons verwendet. Abbildung
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Abbildung 3: Ein einzelnes Neuron [5]

3 zeigt exemplarisch ein einzelnes Neuron und die
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Abbildung 4: Sigmoide Funktionenschar [12]

Verarbeitung der Inputs. Abbildung 4 zeigt exem-
plarisch einige Sigmoid-Funktionen, die als Ubert-
ragungsfunktion dienen kénnen.

Die Kombination vieler Neuronen und deren Ver-
bindung ergibt dann ein neuronales Netz. Dieses
Netz muss trainiert werden, was mit Hilfe von
Trainingsdaten erfolgt. Diese Phase wird Trainings-
phase genannt und kann sowohl in die Kategorie
Supervised als auch Unsupervise Learning fallen.
Waéhrend der Trainingsphase werden die Kanten-
gewichte angepasst um ein funktionierendes Netz
zu erhalten. Dies erfolgt mit Hilfe von Lernregeln.
Anschlieflend erfolgt eine Testphase, in der das neu-
ronale Netz nicht mehr angepasst wird, sondern nur
noch verwendet wird um Ergebnisse zu validieren.

3 Maschinelles Lernen zur
Optimierung von HPC

Nachdem nun ein Grundversténdniss fiir maschinel-
les Lernen vorhanden ist, wird im folgenden Kapitel
niher auf die Anwendung von maschinellem Lernen
zur Optimierung von HPC eingegangen. Es werden
dabei verschiedene Optimierungsansitze erlautert.

3.1 Ausfallvorhersage/Fehlertoleranz

In groflen Rechenzentren wird im Regelfall viel
Hardware betrieben. Dies hat zur Folge, dass mehr

Geriite ausfallen kénnen. Um den Betrieb nicht zu
gefihrden, wire es deshalb von Vorteil, wenn vor-
hergesagt werden konnte, welche Geréte mit hoher
Wahrscheinlichkeit in naher Zukunft ausfallen. Man
konnte dann diese Geréte vorsorglich austauschen.

Errin Fulp, Glenn Fink und Jereme Haack ha-
ben in ihrem Artikel zum USENIX Workshop on
the Analysis of System Logs vorgestellt, wie SVMs
helfen konnen, Ausfille von Festplatten anhand
von System-Log Dateien vorherzusagen, siehe dazu
auch [8]. Im folgenden Text wird deren Vorgehen
néher erldutert.

3.1.1 Vorgehensweise

In groflen Cluster-Systemen werden {iblicherweise
System-Log Eintrige gespeichert, die iiber den Sy-
stemzustand und iiber Systemereignisse Auskunft
geben kénnen. Wird fiir dieses Logging das Unix-
tool syslog verwendet, besteht ein Log-Eintrag unter
Anderem aus einer Identifikation des Nodes, einem
Zeitstempel, einer Nachricht und einem Tag, der die
Prioritat der Nachricht reprasentiert. Umso kleiner
der Tag-Wert, umso wichtiger ist dabei die Nach-
richt.

Des Weiteren haben inzwischen fast alle Festplatten
Self-Monitoring Analysis and Reporting Technology
(SMART) integriert. Dies ist ein System, welches
Festplattenintern den eigenen Zustand (z.b. Lese-
fehler, Temperatur, Anlaufzeit, ...) iiberwacht. Wer-
den bestimmte Grenzwerte iiberschritten, meldet
die Festplatte selbst einen moglichen Fehler an das
System, welcher dann auch als Syslog-Eintrag ge-
speichert wird. Diese Selbstiiberwachung kann hel-
fen Fehler zu erkennen, ist aber alleine nicht aus-
reichend [4].

In Abbildung 5 werden beispielhaft einige Syslog-
Eintrage gezeigt. Die letzte Nachricht mit dem "Tag’
1 (hochste Prioritét) zeigt z.B. einen Festplatten-
ausfall. Fiir die SVM werden diese Daten aufberei-
tet. Das heif3t, die Syslog-Eintrige werden in Se-
quenzen der Linge k zusammengefasst. Anschlie-
Bend werden die Haufigkeit der Tags pro Sequenz
daraus extrahiert, so dass Paare von tag:anzahl ent-
stehen. Aus dem Beispiel aus Abbildung 5, wiirde
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kern alert 1

local7? notice 189 1171061732 sysstat
1171061732 kernel md:
cron info 78 1171061733 crond 2500 (root) CMD (/usr/lib/sa/sal 1 1)

auth info 38 1171062445 rsh(pamunix) 2215 session opened for user by (uid=0)
auth info 38 1171062445 in.rshd 2216 root@hpcs2.cs.edu as root: cmd=/root/temps
daemon info 30 1171062590 smartd 88 Device: /dev/twe0 SMART Prefailure Attribute
auth notice 37 1171062590 sshd(pam.unix) 12430 auth failure; logname=el-fork-o
1171062590 kernel md:
cron info 78 1171062601 crond 2500 (root) CMD (/usr/lib/sa/fork-it 1 1)
1171062692 kernel raid5: Disk failure on sdel, disabling device

using maximum available idle I0 bandwidth

using 512k, over a total of 12287936 blocks.

Abbildung 5: Syslog Auszug [8]

dies also so aussehen:
(1:1,6:2,30:1,37:1,38:2,78:2,189:1)

Dies sind die aggregierten Klassifizierungs-
Merkmale. Des Weiteren werden nicht nur diese
Merkmale, sondern auch die zeitliche Reihenfolge
der Tags innerhalb einer Sequenz betrachtet. Dazu
werden die Syslog-Eintrdge anhand des Tags in
beispielsweise drei Prioritdts-Kategorien eingeteilt.

e tag < 10 : hoch (0)
o 10 <= tag <= 140 : medium (1)
e tag > 140 : niedrig (2)

Das Beispiel aus Abbildung 5 hétte somit die ange-
passte Sequenz:

(2’ 07 17 17 17 1’ 17 07 170)

Mit & = 10, gibt es 3! = 59.049 mogliche an-
gepasste Sequenzen, daher sollte k reduziert wer-
den, um weniger mogliche angepasste Sequenzen
zu erhalten. Anschliefend kann jeder méglichen an-
gepassten Sequenz eine ID zugeordnet werden um
dann die Héufigkeit der angepassten Sequenz inner-
halb einer Sequenz von Sequenzen zu bestimmen.
Dies ist die Spektrum-Reprisentation, welche als
Spektrum-Klassifizierer verwendet wurde.

Wenn in den Syslog-Eintrdgen ein Festplatten-
ausfall auftritt, kénnen dann die vorhergehenden
Syslog-Eintrage herangezogen und wie beschrie-
ben aufbereitet werden. Die so entstandenen Vek-
toren konnen dann klassifiziert werden. Mit Hil-
fe dieser aufbereiteten Vektoren (Tag-Hiaufigkeit

in einer Sequenz, Sequenz-H&aufigkeit in einer Se-
quenz von Sequenzen) sowie der Klassifizierung
Fehler aufgetreten, konnen dann SVMs trainiert
werden. Wihrend des SVM-Trainings sollten aber
ebenso viele Sequenzen einbezogen werden, die kei-
nen Fehler verursachen, anonsten fehlt die zwei-
te Klassifizierung kein Fehler aufgetreten. Die
SVMs versuchen dann eine Hyperebene zu finden,
welche die Vektoren entsprechend der Klassifizie-
rung trennt. Mit Hilfe der entstehenden SVMs,
konnen dann zukiinftige Syslog-Eintragssequenzen
klassifiziert werden um Ausfille frithzeitig zu erken-
nen.

3.1.2 Ergebnisse

Uber einen Zeitraum von 24 Monaten wurden auf
einem 1024-node Linux-Cluster Syslog-Eintréige ge-
sammelt. Dabei traten 100 eindeutige Festplatten-
Ausfille auf. Die jeweils 1200 Syslog-Eintriage die
vor einem Fehler auftraten, wurden dann aufbe-
reitet und als Input einer SVM herangezogen. Um
beide Seiten der Klassifizierung zu erhalten wur-
den ebensoviele Syslog-Eintrége herangezogen, die
zu keinem Fehler fiihrten. Die Hélfte der gesamten
Syslog-Eintridge wurde fiirs Training der SVM ver-
wendet, die andere Hélfte fiir Tests der trainierten
SVM.

Um eine bestmogliche Trainigskonfiguration zu fin-
den, wurden mehrere Trainingsdurchldaufe durch-
gefiihrt, die jeweils einen Teil M der 1200 Ein-
trage verwendeten. Das Subset startet dabei im-
mer beim ersten Eintrag der 1200 Eintrdge. M
lag zwischen 400 und 1100. Bei M = 1100 ver-



bleiben z.B. nur noch 100 Eintrdge (durchschnitt-
lich ca. 30 Stunden) bis der Fehler auftritt. Au-
Berdem wurden sowohl ausschlielich aggregier-
te Klassifizierungs-Merkmale als auch eine Kom-
bination aus aggregierten sowie auch Spektrum-
Klassifizierungsmerkmalen verwendet.
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Abbildung 6: Vorhersagegenauigkeit der SVMs [8]

Abbildung 6 zeigt die Genauigkeit, mit der die
SVMs Festplattenausfiille vorhersagen konnten. Es
zeigt sich, dass bei M = 1100 die Genauigkeit am
Besten ist, was aber zu erwarten war, da mehr Da-
ten zu besseren Modellen fithren. Auflerdem wird
gezeigt, dass eine Kombination aus aggregierten so-
wie auch Spektrum-Klassifizierungsmerkmalen bes-
ser ist, als nur die aggregierten Klassifizierungs-
merkmale. Insgesamt konnte das System bei M =
1100 und einer Kombination der Merkmale eine Ge-
nauigkeit von 74% erreichen, bei M = 1000 eine
Genauigkeit von 73%. Das heifit das 100 Syslog-
Nachrichten bevor ein Festplatten-Ausfall auftritt,
die SVM zu 74% dieses Ereignis vorhersagt.

Abbildung 7 zeigt, dass die SVMs auch gute Sicher-
heit beziiglich falscher Fehlermeldungen bietet. Die
Kurven wolben sich alle nach oben links. Der Punkt
(0/1) oben links wiirde eine 100% Trefferquote be-
deuten. Die Fliche unter der Kurve (AUC) wire
dann genau AUC = 1, was dem besten Fall ent-
sprechen wiirde. AUC = 0,5 wiirde einer zufélli-
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Abbildung 7: ROC Kurve der SVMs [§]

gen Klassifizierung entsprechen. Bei kombinierten
Merkmalen und M = 1000, liegt dieser Wert jedoch
schon bei AUC = 0, 79.

Insgesamt ist dieses Verfahren vielversprechend und
kann helfen Festplatten-Ausfille rechtzeitig vorher-
zusagen. Das System koénnte noch erweitert werden,
indem noch mehr Merkmale zur Klassifizierung hin-
zugezogen werden. Auflerdem kann dieses Verfahren
nicht nur auf Festplatten angewandt werden, son-
dern iiberall wo Daten gesammelt werden.

3.2 Energieoptimierung

Wie eingangs erwéhnt, kann maschinelles Lernen
verwendet werden um Rechenzentren in Hinsicht
auf die Energieeffizienz zu optimieren. Um die Effi-
zienz eines Rechenzentrums zu bewerten, wird von
Google, aber auch von vielen anderen Institutio-
nen das Power usage effectiveness (PUE) Verhélt-
nis verwendet [6]. Diese Zahl ist das Verhéltnis von
insgesamt im Rechenzentrum verbrauchter Energie
zur Energieaufnahme der Rechner. Umso néher der
PUE-Wert sich 1 ndhrt, umso effektiver ist das Re-
chenzentrum.

PUE — gesamte Energieaufnahme

Energieaufnahme der Rechner



Ein hoher PUE-Wert bedeutet, dass viel Energie
fiir Warme und Warmeabfuhr verbraucht wird.

Google gelang es mit Hilfe von maschinellem Ler-
nen, den PUE eines Rechenzentrums um 15%
zu senken, was einer Energieeinsparung bei der
Kiihlung von 40% entspricht [7]. Dies wurde
durch das Training eines neuronalen Netzwerks
ermoglicht. Trainingsdaten hierbei waren Aufzeich-
nungen von Kiihlwassertemperaturen, Energiever-
brauch, Pumpengeschwindigkeit, Anzahl und Art
der Kiihlsysteme, Wetterbedingungen, ... . Mit Hil-
fe dieser Trainigsdaten konnte das Netzwerk den zu
erwartenden PUE mit einer Genauigkeit von 0,4%
bestimmen. Auflerdem wurden zwei weitere neuro-
nale Netz trainiert, um die zukiinftige Temperatur
sowie Auslastung des Rechenzentrums zu bestim-
men. Anhand der PUE-Vorhersage konnten dann

IT Load
Pump Speed
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Abbildung 8: Vereinfachtes Neuronales Netzwerk
zur Ermittlung des erwarteten PUE [10]

Anderungen am Rechenzentrum vorgenommen wer-
den, die zu einer besseren Nutzung der Ressour-
cen fiihrt. Mit Hilfe der Temperatur- und Ausla-
stungsvorhersage kann auflerdem sichergestellt wer-
den, dass die Anderungen im anwendbaren Rah-
men stattfinden, ohne das Hardware iiberstrapa-
ziert wird. Des Weiteren ist die Moglichkeit der
Rechenzentren-Simulation ein Anwendungszweck.
So kénnen Parameter modifiziert werden, um die
dadurch folgenden Auswirkungen zu bestimmen,
denn im realen Betrieb kann nicht einfach die Kon-
figuration beliebig modifiziert werden.

3.2.1 Vorgehensweise

Im folgenden Text wird néher darauf eingegangen,
wie Google dieses neuronale Netzwerk entwickelt
hat, sieche dazu auch [6].

Die Merkmale, die das neuronale Netzwerk zur Er-
mittlung des PUE als Input-Vektor erhélt, sind so
ausgewahlt, dass moglichst wenig linear abhéngige
Merkmale vorhanden sind. Dies reduziert die Trai-
ningszeit und reduziert die Chancen von Overfitting
(zu starke Anpassung des Kantengewichts).

Der Trainingsprozess des neuronalen Netzwerks
kann in effektiv vier Schritte aufgeteilt werden:

1. zufillige Initialisierung

Die Gewichte der Kanten werden zufillig initiali-
siert. Wichtig hierbei ist, dass die Katen nicht mit
0 initialisiert werden. Wiirden alle Kanten mit 0
initialisiert werden, hétte dies zur Folge, dass die
nachfolgenden Schritte keine Anpassungschance er-
halten, da alle Werte immer mit 0 multipliziert wer-
den wiirden. Aus diesem Grund werden die Kan-
ten mit zufélligen Werten im Bereich [—1, 1] initia-
lisiert.

2. Forward Propagation - Algorithmus an-
wenden

In diesem Schritt wird schichtweise der Netzin-
put jedes Neurons berechnet, da jede Schicht auf
den Outputs der vorhergehenden Schicht basiert.
Es wird dabei eine sigmoide Ubertragungsfunkti-
on g(z) implementiert, die das Feuern eines biologi-
schen Neurons immitiert.

1

92 = 1=

Nachdem alle Schichten berechnet wurden, enthal-
ten die Output-Neuronen konkrete Werte.

3. Kostenfunktion berechnen

Die Kostenfunktion ist iiblicherweise der qua-
dratische Fehler zwischen vorhergesagtem und
tatsichlichem Output. Diese Gréfie sollte mit jeder
Iteration kleiner werden.

4. Back Propagation - Algorithmus anwen-
den

Der Wert der Kostenfunktion wird nun schichtweise
riickwérts durch das Netzwerk geleitet. Dabei wird
jedes Kantengewicht anhand des mitverschuldeten



Fehlers angepasst.

5. Iteration

Die Schritte 2-4 miissen solange wiederholt werden,
bis das neuronale Netzwerk konvergiert oder die
maximale Anzahl an Iterationen erreicht ist.

Googles Neuronales Netzwerk enthélt fiinf
versteckte Schichten mit jeweils 50 Neuronen.
Als Regulierung wird ein Error-Grenzwert von
0,001 festgelegt. Die Input-Datensétze enthal-
ten 19 Merkmale, der Output-Vektor nur eines,
den PUE. Es stehen 185.435 Datenséitze zur
Verfiigung, von denen 70% zu Trainings- und 30%
zu Validierungszwecken verwendet werden. Da
die Input-Merkmale in ihrem Wertebereich sehr
unterschiedlich sind, werden diese zuvor auf einen
Wertebereich zwischen [—1, 1] normalisiert.

z— MEAN(z)
MAX(z) — MIN(z)

ZNORM =

z ist der Input-Vektor und zyogrpy der normali-
sierte Input-Vektor.

3.2.2 Ergebnisse

I I I
5000 6000 7000 8000

Abbildung 9: Vorhergesagter und tatsédchlicher
PUE [6]

Abbildung 9 zeigt in blau den vom neuronalen Netz-
werk vorhergesagten PUE im Vergleich zum roten
tatséichlichen PUE eines Google Rechenzentrums.
Der mittlere absolute Fehler liegt bei 0,004 und die
Standardabweichung bei 0,005. Generell ist der Feh-
ler hoher bei PUE-Werten grofer als 1,14.

Mit Hilfe des erstellten Neuronalen Netzwerks
zur PUE-Vorhersage konnten diverse Simulationen
durchgefiithrt werden um einzelne Parameter zu op-
timieren. Ein Beispiel hierfiir ist die Erhohung des
Temperatur-Schwellwerts des verlassenden Kiihl-
wassers um ca. 1,6 Grad Celsius, was zu einem um
durchschnittlich 0,005 reduzierten PUE fiihrte.
Die PUE-Vorhersage kann auch zum aufspiiren von
Fehlerquellen im laufenden Betrieb genutzt werden,
indem Anomalien aufgezeigt werden. Beispielsweise
hat Google im Jahr 2011 Gas als Energiequelle zum
Betreiben eines Rechenzentrums hinzugezogen. Ei-
nige Sensoren meldeten den Gaszufluss mit Impul-
sen alle 1000 Gaseinheiten, andere alle 100 oder
sogar bei jeder Gaseinheit. Die Rechenzentrum-
Betreiber konnten diesen Fehler feststellen, weil der
reale PUE im Vergleich zum vorhergesagten PUE
um bis zu 0,1 hoher war, sobald Gas als Energie-
quelle verwendet wurde.

Ein weiteres Beispiel der Niitzlichkeit von PUE-
Simulationen hat sich gezeigt, als Google ein Da-
tenzentrum erweiterte und dadurch wahrend der
Arbeiten ein Teil des Server-Traffics umgeleitet wer-
den musste. Durch PUE-Simulationen konnte eine
Konfiguration fiir diese Situation gefunden werden,
die den PUE um 0,02 senkte.

Viele derartige Optimierungen summieren sich
schnell auf und resultieren in einer grofien Einspa-
rung von Energie und somit Geld und nicht zuletzt
auch einer besseren Umweltbilanz.

Anhand dieser Beispiele lésst sich schon erkennen,
dass Maschinelles Lernen zu Optimierungszwecken
sehr niitzlich sein kann. Allerdings miissen die aus-
gewdhlten Input-Merkmale sorgfiltig ausgewéhlt
werden. Auflerdem miissen viele Datensitze zur
Verfiigung stehen um ein préazises Modell zu erhal-
ten.

3.3 Scheduling

Die bisherigen Anwendungszwecke von maschinel-
lem Lernen zur Optimierung von HPC bezogen sich
mehr auf die Hardware. Maschinelles Lernen kann
aber auch zur Optimierung der Software verwen-
det werden. An der Universitdt von Barcelona wur-
de dazu im Bereich CPU-Scheduling maschinelles



Lernen verwendet [9]. Scheduling bestimmt, zu wel-
cher Zeit und auf welchem Rechner ein Task lauft.
Um das Scheduling so weit wie moglich auf ener-
giesparende Taskzuteilung zu optimieren, ist es von
Vorteil, wenn der Ressourcenverbrauch des Tasks
bereits vor Ausfithrung bekannt ist. Auflerdem ist
in dieser Hinsicht wichtig, dass alle Rahmenbedin-
gungen der Ausfithrung eingehalten werden und der
Task innerhalb der vorgegebenen Zeit beendet wird
und dauerhaft geniigend Ressourcen zur Verfiigung
hat (Service Level Agreement SLA).

Beide dieser Parameter sind vor Ende der Tas-
kausfithrung nicht bekannt, werden aber benétigt
um ein optimales energiesparendes Scheduling er-
reichen zu konnen. Deshalb wurde an der Univer-
sitdt von Barcelona mittels vorhandener Daten ein
Maschinenlern-System entwickelt, welches genau
diese zwei Groen anhand von Taskparametern vor-
hersagt. Das System verwendet an dieser Stelle den
MS5P-Lernalgorithmus, welcher eine abschnittsweise
lineare Funktion erzeugt. Mittels dieser Vorhersa-
gen werden dann bekannte Scheduling-Algorithmen
verwendet um Tasks auf dem bestmoglichen System
zu starten oder einen Task auch auf ein anderes Sy-
stem zu verschieben.

Dieses Scheduling wurde dann mit demselben
Scheduling-Algorithmus verglichen, der allerdings
vom Benutzer vorbestimmte Parameter anstatt der
Vorhersagen verwendete. Es hat sich gezeigt, das
bei vielen unterschiedlichen Tasks, der Scheduler
mit Vorhersagen vom Maschinenlern-System ca.
24% weniger Rechen-Nodes bendtigte um die selben
Tasks zu verteilen. Bei vielen sehr dhnlichen Tasks,
hat der Scheduler mit vom Benutzer bestimmten
Parametern besser abgeschnitten und ca. 30% we-
niger Rechen-Nodes bendétigt um dieselben Tasks
zu verteilen [9]. Allerdings war dieses Ergebnis zu
erwarten, da homogene Tasks sehr gut verteilt wer-
den konnen und Vorhersagen erst niitzlich werden,
wenn die Tasks sehr unterschiedlich sind.

4 Zusammenfassung

Nachdem nun mehrere Anwendungszwecke fiir ma-
schinelles Lernen im HPC vorgestellt wurden, ldsst

sich sagen, dass maschinelles Lernen in diesem Be-
reich sehr hilfreich sein kann. In allen aufgezeigten
Bereichen konnte ein Nutzen erzielt werden, wel-
cher HPC effektiver macht. Dies kann die Vorhersa-
ge von Ausfillen sein, was hilft, fehlerhafte Kompo-
nenten rechtzeitig auszutauschen um die Verfiigbar-
keit zu erhohen. Aber auch die Rechenzentren-
Konfiguration bzw. -Steuerung kann optimiert wer-
den um die vorhandenen Ressourcen besser zu nut-
zen. Auch die Task-Verteilung innerhalb des Sy-
stems kann verbessert werden, um effektiv mehr
Rechenleistung zu erhalten.

Mit Hilfe von maschinellem Lernen konnen Stell-
schrauben angepasst werden, an denen mit mensch-
licher Intuition oder auch mit Formel-basierter In-
genieursarbeit evtl. niemals etwas verdndert wer-
den wiirde. Maschinelles Lernen hilft dabei, tiefere
Verbindungen zwischen Merkmalen zu entdecken.
Allerdings funktioniert dieser Prozess nicht von
alleine. Die zu verwendenden Trainings-Merkmale
miissen sorgfiltig ausgewihlt und auf einander ab-
gestimmt werden, um brauchbare Resultate zu er-
halten.

Bei sorgfiltiger Anwendung sind jedoch noch vie-
le weitere Optimierungen der vorgestellten Anwen-
dungszwecke moglich. Auch viele weitere Anwen-
dungen sind denkbar, da maschinelles Lernen iiber-
all angewandt werden kann, wo Daten vorhanden
sind, aus denen man lernen kann.
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